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Background

• Diffusion model迅速发展：
• 把一个简单的概率分布，经过一系列"理论上无限步数、实践中

有限步数"的变换，转换为目标概率分布的过程
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Background

• 阶段1: 传统意义上的diffusion model：
• 以最大似然作为优化目标，用神经网络建模了加高斯噪声(即扩散)的逆过程

的所需的未知参数
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Background

• DDIM简化了DDPM中的约束，获得了更大的解空间，从而能够
实现"多步并一步"的重建过程

• 损失函数只依赖于p(xt|x0)
• 采样过程只依赖于p(xt−1|xt)
• 更大的解空间：满足边际分布条件
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Background

• 阶段2: 另一个分支路线是score based model

• 对概率分布的梯度——即分数(score)，作为建模对象。生成阶段：
以朗之万动力学为基础，可以进行生成采样
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Background

• 动机不同，但从结果上看，其加噪去噪过程，和diffusion 
model很有相似之处

6



Background

• SDE统一了score based model和diffusion model

• Yang Song:随机微分方程(SDE)的视角，统一了diffusion model和score 
based model，他们都可以看做是更广义的随机微分方程的特例
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Background

• 对于所有的扩散过程，都存在一个确定性过程，并且这个确定性
过程和SDE有着相同的边缘概率密度。这个确定性过程符合一个
ODE的表达形式

• SDE对应的ODE，被称为probability flow ODE
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Background

• DDPM和SDE、DDIM和ODE

• DDIM是一个probability flow ODE的一阶离散解
• Progressive Distillation for Fast Sampling of Diffusion Models

• 微分方程成为了更泛化的diffusion model，通过不同的设计，可以得到各
种各样的diffusion model
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Flow

• 更简单、更直接: flow

• flow matching使用了flow形式的ODE来描述简单分布到目标分布的变化过
程

• 通过直接挑选生成过程中想要的概率流路线(越简单直接越好)作为人为约束
条件，将剩余部分交给神经网络学习，达到简化建模、快速生成的目的

• 让训练和生成过程中的概率变化，走直线
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Flow

• 任意变量对时间的变化常微分方程

• 表示不同时刻的x

• 经过φ_t(x)变换，对任意连续时刻t，变量x的概率分布p_t与初始
时刻x的概率分布p_0的关系是
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Flow

• p_t是概率分布，φ_t(x)是pt变化的路径，v_t(x)是推动p_t沿着
φ_t(x)这条路径往前走的“动力”

• 假设x在0时刻服从高斯分布(纯噪声)，根据公式3，并离散化之后，
并用x_t代替φ_t(x)，(他们的含义是相同的)，应该有

• 小步迭代，逐步沿着概率路径，生成符合目标分布的变量
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Flow

• 通过网络学习目标向量场u_t(x)，即通过MSE loss让下式作为优

化目标

• p_t是未知的，v_t(x)也是未知的
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Flow

• Denoising score matching 的方法

• mixture of gaussion probability拟合任何一个复杂分布

• 将分布表示为边缘分布的积分，设定边缘分布为高斯分布
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Flow

• 类似的，推导flow matching

• 定义一个“条件vector field”：

• 从目标分布q_1(x)中采样出来的一个样本x1作为condition，分

布路径p_t(x|x1)的“推动力”
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Flow

• 使用边缘分布:

• 分布设计：
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Flow

• 考虑概率流形式

• 代入损失

• 变换得到向量场
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Flow

• “最优传输”路径

• 通过设计概率流为“直线”，条件概率p_t(x|x1)的中心沿着一

条直线路径收敛到目标分布q_1(x)
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对比

19



Flow

• Flow matching
• 通过flow建模概率的“搬运”
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示例
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示例
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Idea相似

• Flow Matching for Generative Modeling
• Building Normalizing Flows with Stochastic Interpolants
• Iterative -alpha (de)Blending: Learning a Deterministic Mapping 

Between Arbitrary Densities
• Action Matching: A Variational Method for Learning Stochastic 

Dynamics from Samples
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Rectified flow

• 使用采样的配对数据(噪声与生成结果)继续finetune
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Rectified flow

• Distillation和Reflow有本质的区别

• 如果                的配对是随机的，Distillation最多只能得到X1在给
定 X0 时的条件平均，并不能成功地完全匹配 

• 而Rectified flow试图找到最优配对

• 每次Reflow都可以降低两个分布之间的传输代价
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Rectified flow

• 使用采样的配对数据(噪声与生成结果)继续finetune
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对比示例

• 走直线的重要性
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实验结果
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实验结果

• Cifar-10结果
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实验结果

• 图像生成效果
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实验结果

• 无监督图像转换
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总结

• 回顾diffusion的发展与flow matching的提出

• 基于直线的最优传输，rectified flow
• 实用的生成加速手段
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Thanks for your listening!


